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REVISIÓN

INTRODUCCIÓN
En 2020, 4,13 millones de personas mayores de 50 

años sufrían discapacidad visual moderada y grave, 
y 3,6 millones eran ciegas debido al glaucoma1. En 
2020, el glaucoma causó el 11% de toda la ceguera 
mundial en adultos mayores de 50 años1. El número 
de personas con glaucoma en el mundo aumentará 
a 111,8 millones en 20402.

La detección temprana y el tratamiento son cru-
ciales para prevenir la pérdida de visión debido a la 
naturaleza asintomática de la enfermedad ocular del 
glaucoma. Este trastorno se caracteriza por la dege-
neración de las fibras nerviosas ópticas y se cree que 
está causado por un aumento de la presión intraocular 
o una disminución del flujo sanguíneo al nervio óptico3.

Normalmente, para el diagnóstico de glaucoma 
ante un nervio óptico sospechoso mediante fundos-

copia se remite al paciente para un estudio con peri-
metría para detectar un defecto en el campo visual, 
paquimetría para medir el grosor de la córnea y to-
mografía de coherencia óptica (OCT) para un análi-
sis estructural del nervio óptico4. Sin embargo, estas 
pruebas complementarias sólo se realizarán cuando 
los pacientes acudan al oftalmólogo y se sospeche 
patología glaucomatosa.

Las fundoscopia es una modalidad de imagen bá-
sica y muy utilizada para la detección del glaucoma. 
Su sencillez, el bajo coste de su proceso de adqui-
sición y su carácter no invasivo son sus principales 
ventajas. Sin embargo, el análisis experto de estas 
imágenes es costoso para el cribado a gran escala y 
los diagnósticos varían inter e intraobservador5.

Por ello, el desarrollo de sistemas automáticos de 
cribado del glaucoma mediante imágenes del fon-
do del ojo está siendo explorados activamente por la 
comunidad científica investigadora. Estos sistemas 
toman como de fondo de ojo y aplican una serie de 
cálculos para proporcionar información a los oftalmó-
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ABSTRACT 
Introducción: El glaucoma, una causa principal de ceguera en personas mayores de 50 años, requiere una detección 
temprana precisa. Este estudio se centra en mejorar la detección del glaucoma utilizando redes neuronales profundas 
en imágenes del fondo de ojo.

Material y Métodos: Se utilizó la base de datos ACRIMA con 705 imágenes de fondo de ojo (396 con glaucoma 
y 309 normales). Se dividió el conjunto de datos en entrenamiento (67%) y prueba (33%) y se aplicaron técnicas 
de aumento de datos. Se entrenó la red neuronal EfficientNetV2S y se evaluó utilizando métricas como el AUC, 
sensibilidad, especificidad y valores predictivos.

Resultados: El modelo logró un AUC del 89% en el conjunto de pruebas, con sensibilidad del 91% y especificidad del 
87%. Los valores predictivos positivo y negativo fueron del 92% y 86%, respectivamente.

Conclusiones: Las redes neuronales han mostrado un rendimiento prometedor en la base de datos ACRIMA, con 
una clara tendencia a focalizarse en la capa de fibras nerviosas al analizar el mapa de calor generado por la red 
EfficientNetV2S.
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logos, incluido el etiquetado de las regiones de interés, 
como el disco óptico o dar una probabilidad que indi-
que el nivel de riesgo del paciente de sufrir glaucoma. 
Estos algoritmos permiten mejorar la precisión en la 
detección de la enfermedad y reducir la variabilidad 
intraexperto6.

En la búsqueda constante de mejorar la detección 
temprana del glaucoma, la inteligencia artificial (IA) 
ha emergido como una herramienta prometedora. La 
IA, en particular el aprendizaje profundo o “deep lear-
ning”, ha revolucionado la forma en que abordamos la 
interpretación de imágenes médicas7,8. El uso de redes 
neuronales profundas ha demostrado ser altamente 
efectivo en la clasificación de imágenes médicas, in-
cluidas las imágenes de fondo de ojo utilizadas en la 
detección de glaucoma9,10.

Una técnica común en el campo de la IA es el 
transfer learning11, que permite aprovechar modelos 
de redes neuronales pre-entrenados en conjuntos 
de datos masivos, como ImageNet12,13, y aplicar 
ese conocimiento a problemas específicos, como 
la detección de enfermedades oculares. ImageNet 
es una base de datos que contiene millones de imá-
genes etiquetadas de objetos cotidianos, y las redes 
neuronales entrenadas en este conjunto de datos 
han demostrado tener una capacidad excepcional 
para aprender características generales de las imá-
genes.

MATERIAL Y MÉTODOS
Se empleó la base de datos pública ACRIMA14 se 

compone de 705 imágenes de fondo de ojo (396 con 
patología glaucomatosa y 309 imágenes normales) 
con una resolución de 20481536 píxeles para entrenar 
la redes neuronales de clasificación.

Todos los pacientes fueron seleccionados por ex-
pertos basándose en su criterio y en los hallazgos clí-
nicos durante el examen. La mayoría de las imágenes 
de fondo de ojo de esta base de datos se tomaron del 
ojo izquierdo y derecho previamente dilatados y cen-
trados en el disco óptico. Se capturaron utilizando la 
cámara de retina Topcon TRC y IMAGEnet de Topcon. 
Las imágenes se tomaron con un campo de visión de 
35 grados.

Todas las imágenes de la base de datos ACRIMA14 
fueron anotadas por dos expertos en glaucoma de la 
Fundación Oftalmológica del Mediterráneo (FOM) con 
ocho años de años de experiencia.

Para llevar a cabo nuestra investigación, primero 
dividimos el conjunto de datos ACRIMA en dos sub-

conjuntos, asignando un 33% de las imágenes al con-
junto de prueba y un 67% al conjunto de entrenamien-
to de nuestra red neuronal basada en la arquitectura 
EfficientNetV2S15. 

Además, implementamos estrategias de aumen-
to de datos en el conjunto de entrenamiento. Estas 
técnicas incluyeron el volteo horizontal, el volteo 
vertical y la rotación de las imágenes. La inclusión 
de estas técnicas de aumento de datos tuvo como 
objetivo enriquecer y diversificar el conjunto de en-
trenamiento.

Posteriormente, configuramos el modelo para el 
entrenamiento. Compilamos el modelo utilizando el 
optimizador Adam con una tasa de aprendizaje de 
0,01. Utilizamos la función de pérdida “BinaryCros-
sentropy”, que es apropiada para problemas de cla-
sificación binaria.

Las métricas empleadas para evaluar los resulta-
dos en el conjunto de prueba consistieron en la matriz 
de confusión, el área bajo la curva ROC (Receiving 
Operating Characteristics), sensibilidad, especifici-
dad y valores predicitivos. Además, para visualizar el 
resultado en forma de mapa de calor, se empleó el 
algoritmo Grad-CAM (Gradient-weighted Class Acti-
vation Mapping).

RESULTADOS
En el conjunto de pruebas compuesto por un total 

de 233 imágenes, logramos obtener un resultado en 
términos del área bajo la curva (AUC), que alcanzó 
un 89%. La sensibilidad alcanzó un 91%, lo que indica 
la capacidad del modelo para identificar verdaderos 
positivos, mientras que la especificidad se situó en 
un 87%, lo que subraya su habilidad para identificar 
verdaderos negativos. Además, el valor predictivo po-
sitivo se situó en un 92%, lo que refleja la precisión 
en las predicciones positivas, mientras que el valor 
predictivo negativo alcanzó un 86%. 

En la siguiente imagen (Fig. 1), presentamos la ma-
triz de confusión que proporciona un resumen visual 
de la capacidad del modelo para clasificar correcta-
mente las imágenes en sus respectivas categorías

A continuación, en la figura 2, presentaremos el 
mapa de calor generado por la red EfficientNetV2S 
en imágenes correspondientes a pacientes sanos que 
forman parte del conjunto de prueba.

A continuación, en la figura 3, presentaremos el 
mapa de calor generado por la red EfficientNetV2S en 
imágenes correspondientes a pacientes con glauco-
ma que forman parte del conjunto de prueba
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DISCUSIÓN
En comparación con otros estudios previos, nues-

tros resultados en términos del Área Bajo la Curva 
(AUC) se mantienen en un nivel sólido, con un AUC 
del 89%. Es importante destacar que varios estudios 
anteriores, como el de Velpula et al.15, Ganesh et al.16, 
Sreng17 y Taj18, han logrado resultados notables con 
AUC del 99%, 100%, 99% y 99%, respectivamente.

Sin embargo, es relevante tener en cuenta algu-
nas diferencias clave en la metodología entre estos 
estudios y el nuestro. Estos estudios previos llevaron 
a cabo el entrenamiento de sus redes neuronales utili-
zando múltiples conjuntos de datos, incluyendo ACRI-
MA. Sin embargo, una distinción importante radica 
en que, en su fase de evaluación, realizaron pruebas 
utilizando tanto los datos de entrenamiento como los 
datos de prueba.

En nuestro enfoque, adoptamos una estrategia 
más rigurosa al evaluar nuestro modelo solo con un 
conjunto de prueba independiente, sin incluir los datos 
de entrenamiento en las pruebas. Esto nos permitió 

medir la capacidad real de generalización de nuestro 
modelo, evitando el sobreajuste.

Si bien nuestros resultados de AUC pueden ser 
ligeramente inferiores en comparación con algunos 
estudios anteriores, es importante subrayar que nues-
tro enfoque de evaluación se centra en la robustez y 
la generalización del modelo en situaciones reales, lo 
que aumenta la confiabilidad de nuestras conclusio-
nes y su aplicabilidad en entornos prácticos.

En cuanto a los resultados publicados sobre el 
mapa de calor mostraremos una imagen del estudio 
de Velpula et al15 (Fig. 4) y del estudio de Ganesh et 
al16 (Fig. 5). 

En el estudio de Ganesh et al16, se observa que el 
mapa de calor parece concentrarse en toda la región 
del nervio óptico, mientras que en el trabajo de Vel-

FIGURA 1. Matriz de confusión de los resultados de test de 
ACRIMA de la red EfficientV2S.

FIGURA 2. Mapa de calor de la red EfficientNetV2S en pa-
cientes sanos.

FIGURA 3. Mapa de calor de la red EfficientNetV2S en pa-
cientes con glaucoma.

FIGURA 4. Mapa de calor GRAD-CAM del estudio de Velpula 
et al15.

FIGURA 5. Mapa de calor GRAD-CAM del estudio de Ganesh 
et al16.
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pula et al15, se aprecia una fijación más específica en 
la capa de fibras nerviosas. En nuestros resultados, 
al analizar el mapa de calor en algunos ejemplos, no-
tamos una coincidencia con el patrón observado en 
el estudio de Velpula et al15, donde el foco principal se 
centra en la capa de fibras nerviosas.

Es importante destacar que, aunque en nuestra 
presentación de resultados mostramos únicamente 
cuatro imágenes de pacientes con glaucoma y cuatro 
imágenes de individuos sanos de nuestro conjunto 
de prueba, compuesto en total por 233 imágenes, en 
la mayoría de los casos, el mapa de calor tiende a 
resaltar la capa de fibras nerviosas

CONCLUSIONES
Las redes neuronales han demostrado un rendi-

miento prometedor en la base de datos ACRIMA, y al 
analizar el mapa de calor generado por la red Efficient-
NetV2S en este contexto, se observa una tendencia 
marcada hacia la focalización en la capa de fibras 
nerviosas al tomar sus decisiones. 
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